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Santrauka. Kosminiai vaizdai yra vienas iš informacijos šaltinių apie žemės paviršiuje esančius objektus, tačiau 

praktiškai kosminiai vaizdai Lietuvoje naudojami dar neseniai. Pateiktas kosminio vaizdo segmentavimas taikant 

vieną iš skaitmeninių vaizdų klasifikavimo metodų – kontroliuojamąjį klasifikavimą (angl. supervised classificati-

on). Landsat TM skaitmeninio vaizdo klasifikavimas (nusistatytų klasių išskyrimas) atliktas taikant daugiaspektrius  

SMAP (sequential maximum a posteriori) ir MCL („maximum likelihood“ classifier) segmentavimo algoritmus geo-

grafinės informacinės sistemos GRASS (geographic resources analysis support system – geografinių duomenų ana-

lizės palaikymo sistema) aplinkoje. Klasifikavimo tikslumui įvertinti skaičiuota klaidų matrica (confusion ar error 

matrix) ir kappa koeficientas. Tyrimų duomenys rodė, kad nuotolinio stebėjimo ir GIS technika yra puiki priemo-

nė Žemės dangos tipams identifikuoti ir plotams apskaičiuoti, tačiau aprašytaisiais metodais gautiems rezultatams 

įvertinti tiksliau būtini lauko tyrimai vietovėje.

Reikšminiai žodžiai: kontroliuojamasis klasifikavimas, Landsat TM skaitmeninis vaizdas, segmentavimas, žemės 

dangos klasifikavimas, SMAP (a posteriori nuoseklusis maksimumas), MLC („didžiausiojo panašumo“ klasifikato-

rius).

1. Įvadas

Daugiausia duomenų apie Žemės dangą gaunama nuo-
toliniais metodais – iš aerofotonuotraukų ir kosminių 
vaizdų, kurie apdorojami ir analizuojami taikant specia-
lizuotas geoinformacines technologijas. GIS technologijų 
plėtojimas kraštovaizdžio stebėsenos tikslams yra susijęs 
su visišku proceso automatizavimu, kad sumažėtų laiko 
ir darbo sąnaudos bei būtų išvengta klaidų dėl specialistų 
patirties stokos ar subjektyvumo (Gulbinas et al. 2003). 

Turint skaitmeninius vaizdus, informacijai apie že-
mės dangą išskirti galima naudoti įvairius klasifikavimo 
algoritmus. Skaitmeniniams vaizdams klasifikuoti nau-
dojama vienu ar daugiau spektrinių diapazonų (kanalų) 
pateikta spektrinė informacija. Klasifikuojama kiekvieno 
vaizdo gardelė (mažiausiasis vaizdo elementas). Remian-
tis statistinėmis mažiausiojo vaizdo elemento šviesumo 
reikšmių charakteristikomis vaizdai priskiriami tam ti-
kroms klasėms (pvz., vandenys, miškai, žemės ūkio kul-
tūros ir kt.). Gautą klasifikuotą vaizdą sudaro mozaika iš 
mažiausiųjų jo elementų, kurių kiekvienas priklauso tam 
tikrai klasei, ir šis vaizdas yra teminis „žemėlapis“.

Išskiriami du pagrindiniai skaitmeninių vaizdų kla-
sifikavimo metodai (Yang et al. 2006), kuriuose naudoja-
mos tik skaitmeninės mažiausiųjų vaizdo elementų reikš-
mės ir jų santykių pasirinktuose kanaluose proporcijos: 

nekontroliuojamasis klasifikavimas ( – unsupervised 
classification), atliekamas statistiniais metodais. 
Nustatomi galimų klasių reikšmių diapazonai, 
nenurodant etaloninių reikšmių ir nepasirenkant 
klasių;
kontroliuojamasis klasifikavimas ( – supervised clas-
sification), reikalaujama, kad operatorius parink-
tų Žemės dangos klasių etalonus ir pažymėtų juos 
tam tikrame vektoriniame sluoksnyje. Toliau kla-
sifikavimas atliekamas automatiškai, naudojant 
etaloninių mažiausiųjų vaizdo elementų reikšmes.

Taigi atlikus nekontroliuojamąjį klasifikavimą že-
mės naudmenų pobūdis nenustatomas. Tik išskiriamos 
skirtingos žemės naudmenos, jas identifikuoti turi ope-
ratorius. 

Šiame darbe aptariamas kontroliuojamasis klasifika-
vimo (supervised classification) metodas, pagrįstas nusi-
statytų etaloninių vaizdo elementų reikšmių atpažinimu.
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Darbo tikslas – automatiškai (kontroliuojamojo 
klasifikavimo metodu) sugrupuoti kosminio vaizdo ma-
žiausiuosius elementus į numatytas žemės dangos klases 
(etalonus) ir nustatyti, kokią įtaką kontroliuojamosios 
klasifikacijos tikslumui turi kosminio vaizdo rastrinė 
seg mentacija ir įvairūs jo parametrai.

2. Tyrimų metodika 

Eksperimentiniai uždaviniai (skaitmeninių vaizdų klasifi-
kavimas pagal pasirinktas klases) atlikti taikant Quantum 
GIS programinę įrangą kartu su geografine informacine 
sistema GRASS (geographic resources analysis support sys-
tem). Naudoti 1994 m. Landsat TM (25/06/1994) skait-
meniniai rastriniai vaizdai, kurių 30 m skiriamoji geba  
visai pakankama žemės naudmenoms nustatyti. Land-
sat palydovų nuotraukos apima didelę teritorijos dalį – 
185×170 km. Landsat TM vaizdai yra iš didesnio spek-
trinių kanalų skaičiaus nei kitų plačiai naudojamų Žemės 
išteklių palydovinio ryšio sistemų (pvz., SPOT, turinčios 
keturis kanalus) (Jensen 2000). Derinant skirtingus ka-
nalus gaunami skirtingos raiškos (spalvų) vaizdai. Šiuo 
atveju žemės naudmenoms identifiuoti (išskirti) regimai 
pasirinktas multispektrinis vaizdas, susidedantis iš trijų 
spektrinių kanalų (4-ojo, 5-ojo ir 3-ojo), t. y. raudonos 
spalvos spektras – 0,76–0,90 μm; žalios – 1,55–1,75 μm; 
mėlynos – 0,63–0,69 μm (Moran et al. 2002; Candade, 
Barnali 2004). Šių kanalų derinys pakankamai gerai pa-
deda išgauti informaciją apie regimąją Žemės dangą 
(naudmenas) (1 pav.).

1 pav. Landsat TM vaizdas iš 4, 5 ir 3 kanalų derinio

Fig. 1. Landsat TM image from the combination  

of the 4, 5 and 3 chanels

Quantum GIS (QGIS) programinės įrangos aplin-
koje Landsat TM vaizdo Žemės paviršiaus dangos plotai 
(pagal spalvas) priskiriami (nusistatomi) atitinkamai pa-
gal klasę: 1 – pelkės; 2 – lapuočių miškas; 3 – vanduo; 4 – 
krūmai; 8 – durpynas; 9 – spygliuočių miškai; 10 – pieva; 
11 – apleisti laukai; 20 – paviršius be augalijos. Šiuo atve-
ju reikia teisingai dešifruoti plotus, kuriuose yra domi-
nančios klasės (žemės naudmenos). Norint tinkamai pa-
rinkti plotus (etaloninių vaizdo elementų reikšmes) reikia 
rinktis kuo homogeniškesnę žemės paviršiaus dangos  

dalį Landsat TM vaizde. Tik pagal nurodytas klases to-
liau bus atliekamas klasifikavimas, t. y. vaizdo mažiausie-
ji elementai bus priskirti vienai iš nurodytų klasių. 

Gautų rezultatų tikslumas priklauso nuo nurodytų 
klasių skaičiaus, parinktos homogeniškesnės Žemės pa-
viršiaus dalies. Apsiribojant nedideliu klasių skaičiumi 
rezultatai nebus tokie tikslūs (Neteler 1997), nes Žemės 
paviršiaus sudėtis pagal žemės naudmenų rūšis įvairi.

Toliau GRASS informacine sistema nustatomos skai-
tmeninės spektrinės kiekvienos klasės statistikos (diapa-
zonai, užsienio literatūroje vadinamos signature), (Can-
dade, Barnali 2004; Lu et al. 2004; Shportyuk et al. 2006). 
Matuodami žemės paviršiaus objektų atspindėtą (ar spin-
duliuojamą) įvairaus bangų ilgio energiją galime sudaryti 
to objekto spektrinį apibūdinimą. Spektrinio atspindžio 
struktūros vadinamos spektrinėmis statistikomis. Kie-
kviena vaizdo gardelė lyginama su šiomis spektrinėmis 
statistikomis ir pažymima kaip priklausanti tai klasei, 
kurią skaitinėmis reikšmėmis labiausiai „primena“. Šio 
klasifikavimo schema (principas) pateikiama 2 paveiksle. 

2 pav. Kontroliuojamojo klasifikavimo schema

Fig. 2. Scheme of the controled classification

GRASS informacine sistema klasifikavimas atliktas 
taikant daugiaspektrius SMAP (sequential maximum a 
posteriori) ir MCL („maximum likelihood“ classifier) se-
gmentavimo algoritmus. 

3. Rezultatai ir jų analizė 

Taikant SMAP segmentavimo algoritmą (GRASS modu-
lis i.gensigset) nustatoma kiekvienos klasės spektrinė sta-
tistika. Kiekvienos klasės spektrinės statistikos reikšmės 
nustatytos devyniuose poklasiuose. Kiekvienas poklasis 
turi skirtingų skiriamųjų spektrinių charakteristikų. Kie-
kvieną poklasį apibūdina tam tikri parametrai ir spektri-
nis variacijos sudedamųjų dalių rinkinys (Shapiro et al. 
1994). Su nustatytomis spektrinėmis statistikos reikšmė-
mis toliau (i.smap modulis) buvo lyginamas kiekvienas 
mažiausiasis vaizdo elementas ir priskiriamas tam ti-
krai klasei. Gautas suklasifikuotas vaizdas (Neteler 1997)  
(3 pav.). 
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3 pav. SMAP segmentuojant suklasifikuoti Žemės dangos 

vaizdai naudojant vieną (a), du (b), tris (c), keturis (d),  

penkis (e), šešis (f), septynis (g), aštuonis (h),  

devynis (i) poklasius 

Fig. 3. Classified land cover images by SMAP segmentation 

process and using one (a), two (b), three (c),  

four (d) five (e), six (f), seven (g), eight (h),  

nine (i) subclasses

Gautų suklasifikuotų vaizdų skirtumas sunkiai pa-
stebimas, tačiau apskaičiavus (taikant r.report modulį) 
suklasifikuotuose vaizduose gautų klasių plotus skirtu-
mas akivaizdus. Žemės dangos klasių plotai ir bendras 
suklasifikuoto vaizdo plotas pateikti 1 lentelėje. Gautų 
plotų skirtumai grafiškai pavaizduoti 4 paveiksle. 

Iš 1 lentelės ir 4 pav. matyti, kad klasių plotai į skir-
tingus poklasius suklasifikuotuose vaizduose skiriasi. 
Ryškiausias skirtumas pastebimas į vieną poklasį sukla-
sifikuotame vaizde ir būtent šių klasių: 20 (paviršius be 
augalijos), 8 (durpynas) ir 11 (apleisti laukai). Kitų kla-
sių plotų skirtumai nėra tokie ryškūs, tačiau pažymėti-
na, kad didžiausi plotų skirtumai į skirtingus poklasius 
suklasifikuotų vaizdų yra 8 klasės (durpynas) – iki 60 % 
(neatsižvelgus į vieną poklasį suklasifikuotame vaizde 
apskaičiuotą 8 klasės plotą, kuris ypač skiriasi (3 pav.)), o 
mažiausi – 2 klasės (lapuočių miškas) (iki 98 %), 3 (van-
duo) (iki 99 %) ir 9 klasės (spygliuočiai miškai) (iki 98 %).  
Jei neatsižvelgtume į vieną poklasį suklasifikuotame vaiz-
de apskaičiuotą 20 klasės (paviršius be augalijos) plotą, 
šios klasės plotų skirtumai 3 paveiksle pateiktuose (b–i) 
vaizduose būtų taip pat nedideli (98 %). 

Siekiant tiksliai įvertinti apskaičiuotų plotų tikslumą 
(patikimumą) būtina turėti lauko matavimo (vietovėje 
atlikto) duomenis, su kuriais būtų galima palyginti su-
klasifikuotus vaizdus (identifikuotą Žemės paviršių) bei 
apskaičiuotus klasių plotus. 

Toliau taikant MLC segmentavimo algoritmą nu-
statomos (GRASS modulis i.gensig) kiekvienos klasės 
spektrinės statistikos. Jas pasirinkę nustatėme kaip vie-
ną – septynis ir devynis poklasius. Su nustatytomis spek-
trinėmis statistikomis kiekvienas mažiausiasis vaizdo ele-
mentas lyginamas taikant i.maxlik modulį ir pažymimas 
kaip priklausantis tam tikrai klasei. Šiuo atveju (i.maxlik 
modulis) klasifikacija atliekama pagal didžiausiosios ti-
kimybės algoritmą (Neteler 1997). Segmentuojant MLC 
suklasifikuoti vaizdai pateikti 5 paveiksle, identifikuotų 
klasių plotai ir bendras klasių plotas suklasifikuotame 
vaizde – 2 lentelėje. Gautų plotų skirtumai grafiškai pa-
vaizduoti 6 paveiksle. 
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4 pav. I SMAP segmentavimo algoritmu suklasifikuotų vaizdų 

apskaičiuoti klasių plotai pavaizduoti grafiškai

Fig. 4. Graphical representation of the areas of classes of 

classified images by SMAP algorithm
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1 lentelė. Pasirinkus skirtingus poklasius SMAP suklasifikuotų vaizdų klasių plotai (ha)

Table 1. Areas of classes of classified images by SMAP and choosing different subclasses

Klasės
Poklasiai Vidutinis 

plotas, ha1 2 3 4 5 6 7 8 9

1 35,37 31,96 28,08 29,93 32,00 34,42 29,93 32,37 33,05 31,90

2 601,94 563,69 632,36 606,24 610,34 604,42 613,26 596,51 610,98 604,41

3 67,85 68,85 72,46 70,05 69,20 69,68 68,65 68,76 69,12 69,40

4 526,66 616,42 614,84 629,66 566,59 547,20 592,44 577,32 574,63 582,86

8 1983,30 53,54 51,64 29,35 24,53 15,29 13,39 12,84 11,01 243,88

9 317,74 331,44 323,19 337,72 332,80 338,61 340,42 344,30 340,34 334,06

10 102,01 115,86 141,40 130,41 124,56 127,44 132,37 131,41 117,09 124,73

11 552,43 913,84 905,32 980,39 1008,11 898,89 979,66 877,02 981,64 899,70

20 1330,14 2821,85 2748,17 2703,69 2749,32 2881,48 2747,33 2876,90 2779,57 2626,50

Iš viso: 5517,44 5517,44 5517,44 5517,44 5517,44 5517,44 5517,44 5517,44 5517,44 5517,44

2 lentelė. Pasirinkus skirtingus poklasius MLC suklasifikuotų vaizdų apskaičiuotieji klasių plotai

Table 2. Areas of classes of classified images by MLC and choosing different subclasses

Klasės
Poklasiai Vidutinis 

plotas, ha1 2 3 4 5 6 7 9

1 53,87 49,79 46,33 49,56 32,00 52,13 49,46 51,18 48,04

2 581,14 551,69 606,78 583,25 610,34 581,40 585,59 590,85 586,38

3 67,93 69,03 72,58 69,66 69,20 69,59 68,43 69,04 69,43

4 537,23 601,41 617,75 614,29 566,59 581,35 613,38 612,00 593,00

8 1988,04 57,55 56,78 35,77 24,53 20,94 19,51 16,81 277,49

9 325,38 338,75 329,37 342,32 332,80 342,85 340,88 340,89 336,66

10 154,40 180,79 236,72 214,13 124,56 220,68 220,30 202,77 194,29

11 613,67 806,10 784,80 874,84 1008,11 850,44 895,09 891,08 840,52

20 1195,78 2862,34 2766,33 2733,63 2749,32 2798,06 2724,79 2742,82 2571,63

Iš viso: 5517,44 5517,44 5517,44 5517,44 5517,44 5517,44 5517,44 5517,44 5517,44

a)

e)

b)

f)

c)

g)

d)

h)

5 pav. Segmentuojant MLC suklasifikuoti Žemės dangos vaizdai taikant vieną (a), du (b), tris (c), keturis (d),  

penkis (e), šešis (f), septynis (g), devynis (h) poklasius

Fig. 5. Classified land cover images by MLC segmentation process and using one (a), two (b), three (c),  

four (d) five (e), six (f), seven (g), eight (h), nine (i) subclasses
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6 pav. Iš MLC segmentavimo algoritmu suklasifikuotų vaizdų 

apskaičiuoti klasių plotai pavaizduoti grafiškai

Fig. 6. Graphical representation of the areas of classes of 

classified images by MLC algorithm

Iš 2 lentelės ir 6 pav. matyti, kad klasių plotai į skir-
tingus poklasius suklasifikuotuose vaizduose taip pat ski-
riasi. Šiuo atveju ryškiausias skirtumas pastebimas taip 
pat į vieną poklasį suklasifikuotame vaizde ir taip pat 20 
klasės (paviršius be augalijos), 8 (durpynas), 11 (apleisti 
laukai) ir papildomos 10 klasės (pieva). Dar šiek tiek ryš-
kesnis skirtumas pastebimas į penkis poklasius suklasifi-
kuotuose vaizduose 10 klasės (pieva) ir 11 klasės (apleisti 
laukai). Beje, pažymėtina, kad didžiausi plotų skirtumai 
į skirtingus poklasius suklasifikuotuose vaizduose nusta-
tyti vėl 8 klasės (durpynas) – iki 65 % (nepaisant į vie-
ną poklasį suklasifikuotame vaizde apskaičiuoto 8 klasės 
ploto, kuris ypač skiriasi (6 pav.)), o mažiausi – 2 klasės 
(lapuočių miškas) (iki 98 %), 3 (vanduo) (iki 99 %) ir 9 
(spygliuočiai miškai) (iki 98 %). 

4. Tikslumo vertinimas 

Vienas iš svarbiausių kontroliuojamos klasifikacijos etapų 
yra tikslumo vertinimas, kai klasifikavimo rezultatai, sie-
kiant statistiškai įvertinti rezultatų kokybę, tikrinami pa-
gal tam tikrus kriterijus. Šiuo atveju vertinta, ar kosminio 
vaizdo mažiausieji elementai SMAP ir MCL segmentavi-
mo algoritmu tinkamai sugrupuoti į nusistatytas Žemės 
dangos klases. Klasifikavimo rezultatai buvo vertinami 
pagal susikurtą kontrolinių taškų sluoksnį (žr. 7 pav.). 

7 pav. Landsat TM vaizde sukurtas kontrolinių taškų sluoksnis

Fig. 7. Layer of the control points in the Landsat TM image 

Kiekvienam kontroliniam taškui, kurių yra 500, at-
sižvelgiant į jų padėtį Landsat TM skaitmeniniame rastri-
niame vaizde, rankiniu būdu priskirtas atitinkamos kla-
sės numeris. Šiai procedūrai atlikti būtina operatoriaus 
(specialisto) patirtis bei įgūdžiai identifikuojant Žemės 
dangą (naudmeną) iš Landsat TM skaitmeninio vaizdo. 
Nuo to, kaip tiksliai bus atpažinta žemės danga ir kontro-
liniams taškams suteiktas klasės numeris, priklauso tiks-
lumo įvertinimas.

Toliau tiems patiems kontroliniams taškams, atsi-
žvelgiant į jų vietą (į kurią klasę pateko), automatiškai 
QGIS programa skiriamas atitinkamas klasės numeris 
suklasifikuotuose vaizduose (3–5 pav.).

Iš esmės kontrolinio taško klasės numeris – ir nu-
statytas rankiniu būdu iš Landsat TM skaitmeninio ras-
trinio vaizdo, ir automatiškai iš skirtinguose poklasiuose 
suklasifikuotų vaizdų, turėtų sutapti. 3 lentelėje pateikti 
kontrolinių taškų klasių numerių, kurie buvo priskirti 
operatoriaus rankiniu būdu iš Landsat TM skaitmeninio 
vaizdo ir automatiškai QGIS programa iš skirtinguose 
poklasiuose suklasifikuotų vaizdų, sutapimo duomenys. 
Matyti, kad klasių numerių sutapimo procentas svyruoja 
nuo 75 % iki 81 %, taikant SMAP segmentavimo algori-
tmą, ir nuo 72 % iki 76 %, taikant MLC segmentavimo 
algoritmą. Darytina išvada, kad didesnis sutapimo pro-
centas yra taikant SMAP segmentavimo algoritmą. 

3 lentelė. Kontrolinių taškų klasių numerių, priskirtų iš Land-

sat TM skaitmeninio vaizdo ir iš skirtinguose poklasiuose 

suklasifikuotų vaizdų, sutapimo procentas

Table 3. Percentage of the coincidence of the control points class 

numbers, assigned in the Landsat TM digital image and assigned 

in the images, classified according to different subclasses

Poklasių
skaičius

Taikant SMAP  
segmentavimo algoritmą

Taikant MLC  
segmentavimo algoritmą

kontrolinių 
taškų,  
kuriuose  
klasės  
nesutampa, 
skaičius

sutapimo 
procentas

kontrolinių 
taškų,  
kuriuose  
klasės  
nesutampa, 
skaičius

sutapimo 
procentas

1 93 81,40 % 118 76,40 %

2 119 76,20 % 136 72,80 %

3 123 75,40 % 137 72,60 %

4 118 76,40 % 136 72,80 %

5 110 78 % 137 72,60 %

6 109 78,20 % 122 75,60 %

7 116 76,80 % 128 74,40 %

8 114 77,20 %

9 115 77 % 124 73,60 %

Vidurkis 77,40 % 73,85 %

Pagal kontroliniuose taškuose priskirtų klasių rezul-
tatus (klasių numerių sutapimus) toliau skaičiuota klai-
dų matrica (confusion ar error matrix), kuri dažniausiai 
naudojama klasifikavimo tikslumui nustatyti (Congalton 
1991; Foody 2002). Skaičiuojant gautas kiekvienos klasės 
nustatymo procentas į skirtingus poklasius suklasifikuo-
tuose vaizduose. Rezultatai, gauti taikant SMAP segmen-
tavimo algoritmą, pateikti 4 lentelėje, o MLC segmenta-
vimo algoritmą – 5 lentelėje.
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Iš 4 ir 5 lentelių matyti, kad Žemės dangos tipai ge-
riausiai buvo klasifikuoti taikant SMAP segmentavimo 
algoritmą. Ypač gerai identifikuota 3 klasė (vandenys) 
iki 100 %, 8 (durpės) – iki 96 % bei 9 (spygliuočiai miš-
kai) – iki 92 %. Prasčiausiai identifikuota 4 klasė (krūmų 
plotai) – iki 58 %. Pažymėtina, kad krūmų plotus apibū-
dinanti Landsat TM vaizdo mažiausiojo elemento (švie-
sumo) reikšmė artima reikšmei, kuri nusako pievų plo-
tus (10 klasė). Galimas dalykas, jog operatorius rankiniu 
būdu priskirdamas kontroliniams taškams klasės numerį 
krūmų plotus Landsat TM vaizde identifikavo kaip pievų 
plotus arba atvirkščiai. Šiuo atveju, siekiant tikslesnių re-
zultatų, būtina atlikti tyrimus vietovėje, t. y. nustatyti, ar 
Landsat TM vaizde dešifruotos (nustatytos) žemės nau-
dmenos sutampa su žemės naudmenomis, esančiomis 
vietovėje. 

Žinoma, kad SMAP segmentavimo algoritmas gene-
ruoja vidutiniškai didžiausius plotinius objektus, nes šis 
algoritmas sukuria mažiau objektų, kurių vaizdo mažiau-
siųjų elementų skaičius nedidelis (Shapiro et al.1994). Iš 
4 lentelės matyti, kad geriausi rezultatai pasiekti į 5, 6 ir 9 
poklasius suklasifikuotuose vaizduose.

Klasifikavimo tikslumas įvertintas pagal kappa ko-
eficientą (Bektas 2003; Kamaruzaman, Mohd Hasmadi 
2009), kuris taikomas tada, kai abiejų kintamųjų katego-
rijų reikšmės tos pačios, ir vienodas kategorijų skaičius. 
Kappa koeficientas yra statistinis matas, šiuo atveju tai-
komas dviem klasifikavimo metodais gautiems rezulta-
tams palyginti (Senseman et al. 1995). Jis apskaičiuoja-
mas taip:
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čia r – klaidų matricos eilučių ir stulpelių numeris; N – 
bendras lyginamų kontrolinių taškų skaičius; xii – taškų 
i-toji eilutė ir i-tasis stulpelis; xi+ – bendras eilutės skai-
čius; x+i – bendras stulpelių skaičius.

Kappa koeficiento reikšmės svyruoja nuo 1,0 iki –1,0. 
Tikslumui įvertinti jos skirstomos į tris kategorijas: visiš-
kas atitikimas (1,0–0,8), vidutinis (geras) atitikimas (0,8–
0,4) ir prastas atitikimas (0,4–0,0) (Landis, Koch 1977).  

4 lentelė. Klasių identifikavimo procentas, taikant SMAP segmentavimo algoritmą

Table 4. Percentage of the classes identification applying SMAP segmenatation algorithm

Klasės
Poklasiai

Vidurkis
1 2 3 4 5 6 7 8 9

1 75 % 75 % 75 % 80 % 80 % 80 % 80 % 80 % 80 % 78 %

2 86 % 87 % 82 % 88 % 87 % 84 % 87 % 85 % 86 % 86 %

3 100 % 100 % 100 % 100 % 100 % 100 % 100 % 100 % 100 % 100 %

4 59 % 54 % 55 % 56 % 60 % 57 % 59 % 61 % 59 % 58 %

8 67 % 100 % 100 % 100 % 100 % 100 % 100 % 100 % 100 % 96 %

9 97 % 92 % 93 % 91 % 92 % 91 % 92 % 91 % 91 % 92 %

10 67 % 60 % 52 % 52 % 64 % 68 % 59 % 60 % 65 % 61 %

11 71 % 62 % 57 % 60 % 58 % 62 % 57 % 58 % 58 % 60 %

20 85 % 82 % 90 % 87 % 91 % 90 % 88 % 86 % 87 % 87 %

Vidurkis 79 % 79 % 78 % 79 % 81 % 81 % 80 % 80 % 81 %  

5 lentelė. Klasių identifikavimo, taikant MLC segmentavimo algoritmą, procentas

Table 5. Percentage of the classes identification applying MLC segmenatation algorithm

Klasės
Poklasiai

Vidurkis
1 2 3 4 5 6 7 9

1 50 % 50 % 100 % 60 % 60 % 75 % 75 % 75 % 68 %

2 82 % 80 % 80 % 80 % 81 % 80 % 83 % 81 % 81 %

3 100 % 100 % 100 % 100 % 100 % 100 % 100 % 100 % 100 %

4 52 % 47 % 53 % 52 % 61 % 56 % 56 % 57 % 54 %

8 25 % 100 % 67 % 100 % 50 % 67 % 100 % 67 % 72 %

9 94 % 91 % 89 % 89 % 89 % 89 % 89 % 89 % 90 %

10 42 % 43 % 38 % 39 % 39 % 41 % 47 % 47 % 42 %

11 69 % 63 % 54 % 57 % 51 % 63 % 56 % 58 % 59 %

20 86 % 80 % 87 % 87 % 88 % 89 % 86 % 88 % 86 %

Vidurkis 67 % 73 % 74 % 74% 69 % 73 % 77 % 74 %
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Kappa koeficiento reikšmė lygi 1 rodo puikius tyrimo re-
zultatus, o –0 ir mažiau – labai prastus rezultatus. Šiuo 
atveju apskaičiuotos kappa koeficiento reikšmės pateiktos 
6 lentelėje. Iš lentelės matyti, kad vidutinis kappa koefici-
entas, taikant SMAP segmentavimo algoritmą, yra 0,73, 
jis yra didesnis nei vidutinis kappa koeficientas (0,69) 
taikant MLC segmentavimo algoritmą. Kappa koeficien-
tas 0,73 reiškia gerą tyrimo patikimumą. 

5. Išvados

Pateikti kosminio vaizdo segmentavimo metodai, skirti 
žemės dangai iš Landsat TM skaitmeninio rastrinio vaiz-
do identifikuoti.

Landsat TM skaitmeninio rastrinio vaizdo mažiau-
sieji vaizdo elementai sugrupuoti į pasirinktas devynias 
klases taikant SMAP ir MCL segmentavimo algoritmus. 
Geriausi rezultatai pasiekti taikant SMAP segmentavimo 
algoritmą ir 5, 6 bei 9 poklasius.

Vaizdo klasifikavimo rezultatai parodė, kad taikant 
SMAP segmentavimo algoritmą ypač gerai identifikuoti 
vandenų (100 %), durpių (96 %) bei spygliuočių miškų 
(92 %) plotai. 

Apskaičiuotos koreliacijos (kappa) koeficiento reikš-
mės. Vidutinė koreliacijos koeficiento reikšmė, taikant 
SMAP segmentavimo algoritmą, gauta 0,73, o taikant 
MLC segmentavimo algoritmą – 0,69. Tai reiškia gerą ty-
rimo patikimumą.

Iš tyrimo akivaizdu, kad nuotolinio stebėjimo ir GIS 
technika yra puiki priemonė žemės dangos tipams iden-
tifikuoti ir jų plotams skaičiuoti, tačiau, siekiant tiksliau 
įvertinti aprašytaisiais metodais gautus rezultatus, būtini 
lauko tyrimai vietovėje.
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6 lentelė. Kontrolinių taškų atitikimas

Table 6. Coincidence of the control points

Kappa 

koefic.

Poklasiai
Vidurkis

1 2 3 4 5 6 7 8 9

k (SMAP) 0,71 0,71 0,70 0,71 0,73 0,74 0,72 0,72 0,74 0,73

k (MLC) 0,71 0,67 0,67 0,67 0,67 0,70 0,69  – 0,70 0,69
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